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Аннотация 
В работе предложен алгоритм многошаговой кластеризации изображений лиц, предна-

значенный для разбиения исходной коллекции на группы похожих изображений. В основу 
алгоритма положена кластеризация мер близости между сегментированными по яркости 
изображениями. В качестве мер близости использованы евклидово расстояние и расстояние 
Кульбака–Лейблера. Сегментация яркости изображений и кластеризация мер их близости 
осуществлялись с помощью программной модели рекуррентной нейронной сети. Приводят-
ся результаты экспериментальных исследований предложенного подхода. 
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Введение 

Во многих задачах поиска визуальной информа-
ции в интернете, цифровых библиотеках и архивах 
часто возникает необходимость группировки изобра-
жений по степени их сходства между собой.  

В реализации такой группировки изображений 
можно рассмотреть по крайней мере две четко разли-
чающиеся постановки задачи.  

Первая из них известна как распознавание изоб-
ражения по образцу. Выделение похожих на образец 
изображений чаще всего осуществляется по степени 
близости их дескрипторов, которые представляют 
собой векторы признаков [1]. Существует также 
беспризнаковый подход к распознаванию по образ-
цу. Похожесть изображений в этом случае оценива-
ется по степени близости их интегральных характе-
ристик [2 – 4]. 

В этой постановке задачи из исходного множества 
изображений выделяется одна группа изображений, 
похожих на предъявленный образец. Что касается не-
похожих изображений, то степень их совпадения или 
несовпадения между собой остаётся невыясненной, 
поскольку это не является целью решения задачи. 

Вторая постановка задачи предполагает разбиение 
множества изображений на группы схожих между со-
бой изображений и практически не встречается в рабо-
тах, связанных с поиском изображений. Характерной 
особенностью этого варианта является полное отсут-
ствие априорной информация, способствующей такому 
разбиению. Такая постановка задачи по своей сути со-
ответствует изначальному пониманию кластеризации. 

Под кластеризацией понимается разбиение мно-
гомерного неструктурированного множества дан-
ных на ряд подмножеств данных со схожими ха-
рактеристиками. Применительно к изображениям 
это означает разбиение некоторой их совокупности 
на несколько групп. Изображения, входящие в раз-
ные группы, должны быть непохожими друг на 
друга. Изображения одной группы должны быть 
похожими между собой.  

Однако, говоря о кластеризации изображений, мы 
встречаемся с терминологической проблемой, суть 
которой заключатся в следующем. Если создать по-
исковый запрос по теме «кластеризация изображе-
ний», то практически все результаты такого запроса 
приводят к источникам, в которых под кластеризаци-
ей изображений понимается кластеризация характе-
ристик пикселей изображения, чаще всего яркости 
[1]. Иными словами, речь идёт о применении класте-
ризации для решения задачи сегментации яркости 
определённого изображения. Задачи же разбиения 
набора изображений на группы похожих изображе-
ний не рассматриваются. Даже если в работе анонси-
руется кластеризация изображений, то на самом деле 
задача сводится к поиску группы изображений, по-
хожих на образец. Такой подход лежит в основе так 
называемого поиска дубликатов по картинке [5].  

Таким образом, несмотря на востребованность 
кластеризации изображений в изначальном ее пони-
мании, решение этой задачи пока отсутствует.  

Данная работа посвящена разработке метода кла-
стеризации, позволяющего разбить неструктурирован-
ное множество неизвестных по содержанию изображе-
ний на группы изображений, схожих между собой. 

1. Основные модельные представления 
Рассмотрим процесс так называемого беспризна-

кового распознавания изображений. Общая постанов-
ка такой задачи сформулирована в [2 – 3]. Её решение 
основано на гипотезе компактности, смысл которой в 
предположении, что объекты со схожими свойствами 
чаще попадают в один класс, нежели в разные [6]. 

В рамках беспризнакового подхода любое распо-
знаваемое изображение характеризуется результатами 
попарных сравнений его с другими изображениями. Для 
сравнения используется действительная функция, назы-
ваемая расстоянием. Решение о принадлежности изоб-
ражения к определённому классу принимается на осно-
ве порогового правила. Если расстояние между распо-
знаваемым изображением и некоторым образцом мень-
ше заданного порога, то изображение относится к клас-
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су образца. В противном случае отмечается принадлеж-
ность к иному классу. 

Таким образом, результатом решения является 
выделение в некотором множестве расстояний под-
множества, в котором расстояния соответствуют 
изображениям, наиболее похожим на образец. 

Пусть есть набор расстояний от изображения-
образца до распознаваемых изображений. Очевидно, 
что эти расстояния различаются своими значениями, и 
их можно сгруппировать по близости между собой. 
Наименьшие расстояния, близкие к нулю, определят 
группу изображений, наиболее похожих на заданный 
образец. В свою очередь, другие группы могут вклю-
чить расстояния, соответствующие различным степе-
ням сходства предъявленного изображения с образцом.  

Приведённые рассуждения легли в основу распо-
знавания изображений по образцу, описанному нами 
в [4]. Эти же рассуждения легли явились основой 
этапа в предлагаемой далее в этой работе процедуре 
кластеризации изображений.  

Для большей ясности покажем, каким образом 
можно реализовать этот этап. Обратимся к модели 
работы нейрона в рекуррентной нейронной сети, ис-
пользованной при сегментации яркости изображений 
и при распознавании изображений [7 – 11]. Такой мо-
делью является одномерное отображение xn+1 = f(xn), 
где n – номер текущей итерации, x – входное значе-
ние нейрона. В качестве функции f (x) рассматривает-
ся сигмоида. Это отображение является сжимающим, 
и его можно представить графически с помощью диа-
граммы Ламерея (рис. 1). 

 
Рис. 1. Отображение входных значений нейрона 

в рекуррентной нейронной сети: *
1x  и *

3x  – устойчивые 

точки; *
2x  – неустойчивая точка отображения 

В процессе отображения любое значение x, по-
павшее в интервал между точками A и B, достигнет 
устойчивой точки *

3x  за одно и то же количество ите-

раций. Это, в соответствии с гипотезой компактности, 
позволяет отнести подмножество значений x из ин-
тервала (A, B) к одному кластеру.  

Рассмотрим область значений ( *
2x , *

3x ) между не-

устойчивой и устойчивой точками отображения.  
Выберем начальное значение x0 для процесса 

отображения таким, чтобы оно было в ε-окрестности 

(ε << 1) неустойчивой точки *
2x . Для устойчивой точ-

ки *
3x также определим некоторую ε-окрестность. Бу-

дем также считать, что процесс отображения завер-
шён, если очередная итерация дала значение, попав-
шее в эту окрестность. Тогда с некоторой точностью 
вся область значений ( *

2x , *
3x ) будет поделена на ряд 

интервалов. Точки, принадлежащие одному кластеру, 
находятся в одном таком интервале. 

Из рис. 1 видно, что по мере приближения к 
устойчивой точке *

3x  величина этих интервалов 

уменьшается. 
Рассмотрим случай, когда на нейроне отобража-

ются расстояния между изображениями, которые ис-
пользуют в беспризнаковом распознавании. Пусть в 
исходном множестве изображений выбрано некото-
рое конкретное изображение. Можно рассчитать рас-
стояния по отношению к нему для всех остальных 
изображений. Отобразим полученные расстояния на 
нейроне. Очевидно, что в ходе отображения они рас-
пределятся по интервалам области значений ( *

2x , *
3x ). 

Расстояния, равные нулю или близкие к нему, попа-
дут в один или несколько интервалов, близких к ε-
окрестности точки *

3x . Это означает, что из всего 

множества исследуемых изображений можно выде-
лить некоторое подмножество изображений, похожих 
на предъявленный образец.  

В основе процедуры полной кластеризации изоб-
ражений лежит более общий случай, когда из класте-
ризуемой коллекции выбирается не конкретное изоб-
ражение-образец, а некоторое произвольное изобра-
жение. Можно рассчитать для всех изображений рас-
стояния до него и затем кластеризовать их. Таким об-
разом, согласно ранее изложенному, выделяется кла-
стер изображений, похожих на произвольно выбран-
ный образец. 

Кластер этих выделенных изображений можно 
удалить из исходного множества. В оставшемся мно-
жестве изображений можно также выбрать произ-
вольное изображение, вычислить расстояния к нему и 
выполнить их отображения на нейроне. Это позволит 
выделить следующий кластер похожих изображений. 

Многократное повторение описанной процедуры, 
очевидно, даст возможность полностью кластеризо-
вать исходное множество изображений и может быть 
названо многошаговой кластеризацией. 

2. Определение близости изображений 

При беспризнаковом распознавании в качестве рас-
стояния между изображениями может быть использова-
на любая действительная функция, зависящая от пара-
метров сравниваемых изображений и необязательно яв-
ляющаяся метрикой. Можно использовать любую рас-
пространённую метрику, например, евклидово расстоя-
ние. Из функций, не удовлетворяющих метрическим ак-
сиомам, но учитывающих в некоторой мере смысл 
изображения, можно назвать информационное расстоя-
ние Кульбака–Лейблера. С его помощью можно оце-
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нить потери информации об эталонном распределении 
Ф(x) при представлении его распределением G(x). При-
менительно к рассматриваемой постановке задачи это 
означает возможность оценить информационную бли-
зость двух сравниваемых изображений. Такая возмож-
ность, несомненно, более полезна для решения задачи 
кластеризации изображений, чем определение близости 
с помощью метрики. 

Одной из задач, решаемых при оценке близости, 
является выбор глобальной характеристики для срав-
нения изображений. Чаще всего для этого использу-
ют гистограммы яркости или цвета, если речь идёт о 
цветных изображениях. Разновидностью такого под-
хода является использование мощностей кластеров 
яркости, предложенное в [7]. Кластеризация яркости 
изображений в этой работе выполнялась рекуррент-
ной нейронной сетью, упомянутой выше. Модель ра-
боты нейрона в такой сети также описана выше. 

Следует отметить, что в указанной работе исполь-
зовалось ранговое распределение мощностей класте-
ров яркости. Однако ранжированное распределение 
неприменимо для расстояния Кульбака–Лейблера, 
которое обычно используется для сравнения двух ве-
роятностных распределений. Покажем, что неранжи-
рованное распределение мощности кластеров яркости 
можно трактовать как вероятностное распределение. 

Поскольку яркость пикселей кластеризуется 
нейронной сетью, основанной на отображении вход-
ных значений, то ко всему их множеству в диапазоне 
( *

2x , *
3x ) применимы рассуждения, приведённые вы-

ше. Это означает, что все значения яркости распреде-
лятся по кластерам, каждый из которых соответствует 
одному из интервалов, упомянутых ранее. Подсчита-
ем относительное число яркостей, попавших в каж-
дый из кластеров. В результате этого мы получим эм-
пирическое вероятностное распределение яркостей 
по кластерам. Действительно, если pi – доля яркостей, 
попавших в i-й кластер, то  Σpi = 1. Следовательно, 
можно считать pi оценочной вероятностью попадания 
яркости пикселя в i-й кластер. Если pi – вероятность 
для i-го кластера одного из изображений, а qi – веро-
ятность для такого же кластера у второго изображе-
ния, то расстояние Кульбака–Лейблера d можно по-
считать по следующей формуле: 

ln( / )i i i
i

d p p q= ⋅∑ . 

3. Экспериментальная часть 
С целью проверки изложенной выше процедуры 

многошаговой кластеризации набора изображений 
для выделения групп изображений, схожих между 
собой, был осуществлён ряд экспериментов с изоб-
ражениями из коллекции лиц, представленной в 
[12]. Каждое лицо представлено в этой коллекции 
двадцатью изображениями, полученными при раз-
ных ракурсах, условиях освещения и отображаю-
щими разную мимику.  

Сочетание перечисленных характеристик, по су-
ществу, создаёт нечёткие дубликаты изображения 

каждого из лиц коллекции. Эти дубликаты в случае 
успешной кластеризации должны образовать один 
или несколько кластеров со схожими изображениями 
одного лица. В идеальном исходе экспериментов 
должно было быть выделено 6 кластеров нечётких 
дубликатов, по числу лиц, представленных в подго-
товленной коллекции (табл. 1).  
Табл. 1. Ожидаемое распределение нечётких дубликатов 

изображений лиц по кластерам в коллекции 
 в идеальном исходе эксперимента 

Кластер a b c d e f 

Число дубликатов 
в кластере  

20 20 20 20 20 20 

В табл. 1 обозначения кластеров совпадают с обо-
значениями нечётких дубликатов изображений раз-
ных лиц на рис. 2. 

На рис. 2 приведены изображения 6 лиц, нечёткие 
дубликаты которых были использованы в экспери-
ментах. Всего для кластеризации из этой базы было 
взято 120 дубликатов, по 20 для каждого лица.  

   
a) б) в) 

   
г) д) е) 

Рис. 2. Лица, представляющие использованные 
в эксперименте группы изображений лиц из коллекции [12]  

Для нечётких дубликатов изображений лиц форми-
ровались распределения относительных мощностей 
кластеров их яркости, используемые в дальнейшем для 
сравнения. Кластеризация (сегментация) яркостей вы-
полнялась нейронной рекуррентной сетью (рис. 3), па-
раметры которой рассчитывались согласно [6 – 10].  

 
Рис. 3. Структура моделируемой нейронной сети 

В отличие от этих работ мы использовали одно-
шаговую кластеризацию без оптимизации коэффици-
ента µ, входящего в выражение для активационной 
функции нейрона: 

( ) /(1 exp( ))f x x= µ + −α + β , 

где α – коэффициент наклона, β – величина смеще-
ния. В этом случае кластеризация всех яркостей дуб-
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ликатов происходит в одинаковых условиях. Это поз-
воляет при оценке близости дубликатов сравнивать 
их распределения яркостей по кластерам, а не ранго-
вые распределения, как это сделано в [7]. 

Полученные для дубликатов распределения мощ-
ностей кластеров яркости использовались для класте-
ризации изображений лиц по следующему алгоритму:  
• случайным образом в совокупности полученных 

распределений яркости 120 дубликатов (в даль-
нейшем – изображений) выбиралось распределе-
ние, соответствующее некоторому изображению, 
которое принималось за образец;  

• вычислялась близость изображений к образцу, то 
есть определялись попарные расстояния между 
распределениями яркостей по кластерам для вы-
бранного образца и всех остальных изображений; 

• выполнялась кластеризация набора полученных 
расстояний, включая нулевое расстояние образца 
по отношению к самому себе (образец – образец); 

• определялись изображения, соответствующие рас-
стояниям, попавшим в один интервал с нулевым 
расстоянием или в соседние с ним интервалы; 

• эти изображения рассматривались как близкие к 
выбранному образцу, то есть входящие в один 
кластер изображений с ним; 

• выделенный кластер изображений удалялся из ис-
следуемой коллекции, и все действия повторялись 
для оставшихся изображений; 

• кластеризация завершалась тогда, когда все изоб-
ражения распределялись по кластерам. 
Отметим, что, хотя часть этапов описанного алго-

ритма аналогична этапам беспризнакового распозна-
вания изображений лиц, выполненного нами в [4], 
есть два существенных отличия. 

Первое, и главное, из них заключается в том, что 
нет априорной информации, которая заключается в 
распределении мощности кластеров яркости заранее 
известного образца, предъявленного для сравнения. 
Образцом в алгоритме служит распределении мощно-
сти кластеров яркости любого случайного изображе-
ния из рассматриваемой коллекции. 

Второе отличие заключается в том, что все обна-
руженные изображения, близкие к этому случайному 
образцу, в дальнейшем удаляются из рассматривае-
мого множества. Именно это открывает возможность 
кластеризации, поскольку следующий случайный об-
разец заведомо не похож на уже удалённые изобра-
жения, но может быть схож с частью оставшихся.  

В целом весь алгоритм кластеризации изображений 
является развитием идей, предложенных нами в [4].   

Для кластеризации расстояний использовалась та 
же нейронная сеть, но уже с оптимизацией коэффи-
циента µ. Оценка близости изображений производи-
лась с использованием двух расстояний: евклидова и 
расстояния Кульбака–Лейблера. 

В процессе исследований экспериментально было 
установлено, что при определении близости с исполь-
зованием евклидова расстояния, схожие изображения 
группируются в трёх первых интервалах вблизи от 

устойчивой точки (рис. 1). В случае расстояния Куль-
бака–Лейблера такая группировка наблюдается в 
ближайших двух интервалах к устойчивой точке. 

Для каждого из расстояний было проведено по три 
эксперимента. В каждом из них образец, с которого 
начиналась кластеризации, менялся. В первых двух 
экспериментах изображение-образец принадлежало 
одному и тому же лицу и отличалось условиями 
съёмки при своём получении. В третьем случае оно 
принадлежало другому лицу. После удаления изоб-
ражений выделенного кластера образцом становилось 
первое из оставшихся изображений.  

Результаты экспериментов приведены ниже в 
табл. 2 и табл. 3. В этих таблицах использованы те же 
обозначения кластеров, что и в табл. 1. Категории 
«свой» – «чужой» указывают принадлежность изоб-
ражений к одному из шести кластеров коллекции.  

Табл. 2. Распределение нечётких дубликатов изображений 
лиц по кластерам (евклидово расстояние) 

Кластер 
Эксперимент 

1  2  3 
Свой Чужой Свой Чужой Свой Чужой 

a 20 0 20  20  

b 20 0 20  20  

c 20 1 (f) 20  20 1 (f) 

d 20  9 (e) 20  20  

e (1) 11  20  9  

e (2)     11  

f (1) 12  17  16  

f (2) 7  3  3  

Табл. 3. Распределение нечётких дубликатов изображений 
лиц по кластерам (расстояние Кульбака–Лейблера) 

Кластер 
Эксперимент 

1  2  3 
Свой Чужой Свой Чужой Свой Чужой 

a (1) 20  20 1 (f) 17  
a (2)     3  

b 20  20    
c 20  20  20  
d 20  20  20  

e 20  20  20 20 (b) 

f (1) 5  5  5  

f (2) 2  11  2  
f (3) 6  2  6  

f (4) 3  1  3  
f (5) 4    4  

Если в экспериментальный кластер попадало не-
сколько изображений одного лица, то число их про-
сто указывалось в столбце «свой» на строке соответ-
ствующего им кластера. Для изображений другого 
лица, попавших в этот же кластер, рядом с их числом 
на этой строке в столбце «чужой» в скобках указыва-
ется его обозначение в соответствии с табл. 1. Так, в 
табл. 2 указано, что в первом эксперименте в кластер 
«c» попало 21 изображение. Из них 20 – это изобра-
жения из кластера «c», а одно – из кластера «f». Во 
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втором эксперименте в этот кластер вошли только 
изображения лица из кластера «c». И результаты тре-
тьего эксперимента совпали с результатами первого.  

Если исходный кластер в процессе эксперимента 
разбивался на несколько частей, то рядом с именем 
кластера в скобках указывался номер такой части, 
например, e (1). Так, в табл. 2 указано, что исходные 
кластеры «e» и «f» в экспериментах распались на две 
части. Например, в первом эксперименте 9 изображе-
ний исходного кластера «e» попали в один кластер с 
изображениями из кластера «d». В третьем экспери-
менте изображения этого исходного кластера точно 
распределились на две части. 

4. Анализ результатов 
Качественный анализ содержимого табл. 2 и 3 да-

ёт основания утверждать, что предложенный алго-
ритм кластеризации в целом работает успешно.  

Так, кластеры «a» и «b» во всех трёх экспериментах 
с использованием евклидова расстояния для определе-
ния близости (табл. 2) выделяются правильно, без по-
сторонних изображений (100 %). В кластерах «c» и «d» 
помимо всех своих изображений оказались и посторон-
ние изображения из кластеров «e» и «f». И, наконец, от-
чётливо видно деление кластеров «e» и «f» на две части. 

Похожая картина вырисовывается и при анализе 
табл. 3 по результатам экспериментов с использова-
нием расстояния Кульбака–Лейблера. Кластеры «c» и 
«d» выделены правильно во все трёх экспериментах. 
Кластеры «b» и «e» правильно выделены в двух экс-
периментах, но попадают в один кластер в третьем 
эксперименте. Кластер «f», как и в табл. 2, демон-
стрирует деление на несколько частей. 

Заметим, что разбиение одного кластера на несколь-
ко подкластеров не всегда можно признать ошибочным.  

На рис. 4 приведены изображения лица из меньших 
кластеров, на которые при использовании евклидова 
расстояния дробится исходный кластер изображений 
«e». На рис. 5 – то же самое, но для кластера «f» при ис-
пользовании расстояния Кульбака–Лейблера. 

Очевидно, что выделение нескольких кластеров 
меньших размеров из одного большого исходного 
кластера вполне оправдано. Изображения верхнего 
ряда (один кластер) на обоих рисунках существенно 
отличаются от изображений нижнего ряда (другой 
кластер). В то же время заметно большое сходство 
изображений внутри любого из этих рядов.  

При кластеризации важное значение имеет повто-
ряемость результатов при различных способах её ре-
ализации. Из табл. 3 видно, что исходный кластер f 
при кластеризации в 1-м и 3-м экспериментах дро-
бится на 5 более мелких кластеров, совпадающих по 
размерам. Кроме того, эти мелкие кластеры полно-
стью совпали и по изображениям лиц.  

Таким образом, по итогам применения предло-
женного алгоритма кластеризации некоторые изоб-
ражения исходной коллекции не обладают достаточ-
ным сходством, хотя и относятся к одному и тому же 
лицу. Это сходство или несходство относится к се-

мантике изображений, которая косвенно проявляется 
в различии распределения их яркостей, что и обнару-
живает алгоритм.  

   

   
Рис. 4. Изображения лиц из кластеров «e (1)» (верхний ряд) 
и «e (2)» (нижний ряд) в 3-м эксперименте с евклидовым 

расстоянием 

   

   
Рис. 5. Изображения лиц из кластеров «f (3)» (верхний ряд) 
и «f (4)» (нижний ряд) в 3-м эксперименте с расстоянием 

Кульбака–Лейблера 

Если сравнить данные табл. 2 и 3, то можно обна-
ружить, что применение расстояния Кульбака–
Лейблера позволяет детальнее исследовать семантику 
исходной коллекции, чем это даёт евклидово рассто-
яние. Действительно, из табл. 2 видно, что кластер «f» 
в случае евклидова расстояния распадается на два 
кластера, а для расстояния Кульбака–Лейблера это 
число увеличивается до пяти. Это, по-видимому, свя-
зано с тем, что расстояние Кульбака–Лейблера оце-
нивает информационную близость распределений яр-
кости сравниваемых изображений.  

Выполним теперь количественную оценку резуль-
татов применения предложенного алгоритма класте-
ризации. Ясно, что такая оценка неспособна уловить 
те различия в содержании изображений, о которых 
упоминалось выше. Тем не менее, количественное 
сравнение даёт дополнительную информацию к каче-
ственному рассмотрению. 

Будем исходить из того, что идеальная кластери-
зация должна привести к выделению шести класте-
ров. Оценим энтропию распределения изображений в 
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исходной коллекции и в экспериментах по формуле 
Шеннона 

0 2logi i
i

H p p= − ⋅∑ , 

где pi – вероятность попадания изображения в i-й 
кластер. Для исходной коллекции имеем энтропию 
H0 = 2,585. Энтропия для экспериментальных распре-
делений приведена в табл. 4. 

Табл. 4. Энтропия распределения изображений 
по кластерам 

 

Экспе-
римент 

 

Энтропия 
кластерного 
распределе-

ния 

Средняя 
энтропия 

H 

Отклоне-
ние H 

от энтро-
пии H0 

Евклидово  
расстояние 

1 2,948 
2,739 6 % 2 2,582 

3 2,687 
Расстояние 
Кульбака–
Лейблера 

1 2,956 
2,963 15 % 2 3,058 

3 2,875 

По данным табл. 4 приходим к заключению, что 
применение информационного расстояния Кульбака–
Лейблера даёт распределение изображений по кла-
стерам более рассогласованное по энтропии с исход-
ным, чем в случае евклидова расстояния.  

Качество распределения изображений по класте-
рам относительно заранее известного разбиения, за-
данного исходным тестовым набором, можно также 
количественно оценить с помощью F-меры. Она вы-
числяется как среднее гармоническое двух характе-
ристик – полноты и точности при информационном 
поиске документов [13]. Эта мера является офици-
альной метрикой, рекомендованной при классифика-
ции изображений [14]. 

Пусть M = {M1, M2,…, Mm} – достигнутое в экспе-
рименте разбиение на кластеры, m = |M|– общее число 
экспериментально полученных кластеров. Также пусть 
L = {L1, L2,…, Ll} – идеальное (известное заранее) раз-
биение на кластеры, l = |L| – число кластеров в идеаль-
ном разбиении. Определим понятия точности и полно-
ты каждого полученного кластера Mi, i = 1, 2,…m, от-
носительно известного кластера Lj, j = 1, 2,…l. 

Пусть ni = |Mi| – число элементов (изображений) в 
полученном кластере, nj = |Lj| – число элементов в из-
вестном кластере, nij  = |Mi∩Lj| – число общих элемен-
тов для кластеров Mi и Lj. Тогда точность  

( , ) /i j ij iP M L n n= , 

а полнота 

( , ) /i j ij jR M L n n= . 

F-мера для пары Mi и Lj определяется соотношением: 
2 ( , ) ( , )

( , )
( , ) ( , )

i j i j
i j

i j i j

P M L R M L
F M L

P M L R M L

∗ ∗
=

+
. 

При полном совпадении полученного и известно-
го кластеров эта мера равна 1.  

F-меру всего полученного разбиения M относитель-
но ожидаемого разбиения L определим как взвешенную 
сумму F-мер для каждого из полученных кластеров: 

1

( , ) ( , )
m

i
i

i

n
F M L F M L

n=

=∑ , 

где 
1

( , ) ( , )
l

i i j
j

F M L f M L
=

=∑ – мера i-го полученного 

кластера относительно всего идеального разбиения L, 

а 
1

m

i
i

n M
=

= ∪ – общее число элементов в исходном те-

стовом наборе. В идеальном случае, когда каждому 
кластеру из M соответствует ровно один из L, F(M, L) 
также обращается в единицу. В противном случае 
F(M, L) < 1. 

В табл. 5 приведены значения F-меры для прове-
дённых экспериментов.  

Из таблицы следует, что количественная оценка 
качества кластеризации выше в случае применения 
евклидова расстояния. Снижение количественной 
оценки качества кластеризации в случае расстояния 
Кульбака–Лейблера можно объяснить более высокой 
чувствительностью этого расстояния к семантиче-
ским различиям изображений, входящих в один из 
изначальных кластеров ( f ) тестового набора. В ре-
зультате в этом кластере выделяются подкластеры. 
Табл. 5. F-мера распределения изображений по кластерам 

Эксперимент 
Расстояние 

Евклидово Кульбака–Лейблера 
1 0,97 0,89 
2 0,97 0,93 
3 0,92 0,75 

Ср. значение 0,95 0,86 

Заключение 
1. Многошаговая кластеризация меры близости 

изображений позволяет разбить неструктурированное 
множество неизвестных по содержанию изображений 
на группы изображений, схожих между собой. 

2. Количественная оценка кластеризации показы-
вает лучшие результаты при использовании в каче-
стве меры близости изображений евклидова расстоя-
ния. Для этого случая отклонение энтропии получен-
ного распределения изображений по кластерам со-
ставляет 6 %, а среднее значение F-меры равно 0,95. 

3. Использование расстояния Кульбака–Лейблера 
позволяет лучше (по сравнению с евклидовым) выде-
лять семантически однородные кластеры. Это приводит 
к дроблению некоторых кластеров исходного тестового 
набора на подкластеры и, соответственно, ухудшает ко-
личественную оценку кластеризации. 
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CLUSTERING FACE IMAGES 
V.B. Nemirovskiy1, A.K. Stoyanov1 
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Abstract 

In this paper a multi-step algorithm for clustering face images is proposed. This algorithm is 
designed to split a collection of images into groups of similar images. The algorithm is based on 
clustering the proximity measures between brightness-based segmented images. As proximity 
measures, the Euclidean distance and the Kullback-Leibler distance were used. Brightness-based 
image segmentation and clustering respective proximity measures were carried out with the help 
of a software model of a recurrent neural network. Results of experimental studies of the proposed 
approach are presented. 
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