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Аннотация 

Современная медицинская диагностика активно внедряет методы оптической 
спектроскопии, среди которых особое место занимает рамановская спектроскопия. Эта 
технология демонстрирует исключительную чувствительность к мельчайшим молекулярным 
изменениям в биологических тканях, что делает ее перспективным инструментом для 
неинвазивного выявления злокачественных новообразований кожи. В исследовательской 
практике для обработки спектральных данных широко применяются алгоритмы машинного 
обучения, однако их реализация часто не учитывает специфику спектроскопической 
информации, что приводит к созданию переобученных моделей–«черных ящиков». 

Исследование предоставляет методику обучения классификатора на малой выборке 
данных, которая гарантирует его устойчивость и высокую точность предсказания. В 
представленной работе рассматривается методика построения классификатора на основе двух 
методов: Partial Least Squares – Discriminant Analysis (дискриминантного анализа методом 
наименьших квадратов) и Principal Component Analysis – Linear Discriminant Analysis (метода 
главных компонент – линейного дискриминантного анализа), обученного на ограниченной 
выборке рамановских спектров. Исследование сосредоточено на дифференциации двух 
наиболее распространенных типов злокачественных поражений кожи – базальноклеточной 
карциномы и меланомы. Комплексный анализ, включающий оценку среднеквадратичной 
ошибки, процедуры кросс-валидации, визуализацию счетов и нагрузок, а также расчет 
точности классификации, позволил определить оптимальную сложность моделей и 
оптимальное число их главных компонент для устойчивого предсказания классификатора.  
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Введение 

Онкологические заболевания кожных покровов представляют серьёзную медико-социальную проблему 
современного здравоохранения. Согласно данным эпидемиологических исследований, заболеваемость этой 
патологией демонстрирует устойчивую тенденцию к росту, особенно среди пациентов старшей возрастной 
группы [1]. Особую опасность представляет меланома, характеризующаяся высокой агрессивностью и 
склонностью к метастазированию [2, 3]. 

Традиционный диагностический алгоритм включает визуальную оценку специалистом-дерматологом с 
последующим гистологическим исследованием [4 – 7]. Однако субъективность клинического осмотра и 
инвазивность биопсии стимулируют поиск альтернативных методов диагностики. Перспективным направлением 
является разработка технологий оптической биопсии на основе рамановской спектроскопии [8 – 10], основанной 
на анализе характеристик рассеянного излучения при взаимодействии с молекулярными структурами тканей. 

Методы, основанные на рамановской спектроскопии, показали свою эффективность в диагностике и многих 
других сферах [7, 12 – 13]. Например, в сфере материалов. В работе [14] показано, что с помощью рамановской 
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спектроскопии можно определять характеристики углеродсодержащих материалов, графена и графеноподобных 
материалов, аморфных углеродов, а также множества неорганических материалов. Рамановская спектроскопия 
также применяется в пищевой промышленности [15 – 21], например, в исследовании структуры белка и 
определении сахаров [22, 23]. В медицине её применяют не только в качестве диагностики различных 
заболеваний, но и в анализе лекарственных средств [24 – 28]. Рамановская визуализация лекарств может 
предоставить информацию о распределении и относительном количестве активного вещества, добавок и 
связующих веществ внутри средства [29]. 

Сложность интерпретации спектроскопических данных и недостаточный учёт особенностей спектров при 
построении классификационных моделей часто приводят к их переобучению [30, 31]. Также сложной задачей 
является обучение модели на малых выборках данных. Игнорирование некоторых метрик, показывающих 
точность модели, может привести к неправильным выводам в обучении на малых выборках данных. В связи с 
этим актуальной задачей является разработка методик построения устойчивых классификаторов, сохраняющих 
диагностическую точность на новых данных. 

1. Материалы и методы 
1.1. Экспериментальные данные 

В исследовании использованы спектроскопические данные, полученные в условиях клинической практики 
Самарского онкологического диспансера с применением портативного рамановского спектрометра [4]. 
Анализируемая выборка включала 40 спектров, равномерно распределённых между двумя нозологическими 
формами: меланомой и базальноклеточной карциномой. Все записи содержали сигналы рамановского рассеяния 
и автофлуоресценции [32 – 34] с соотношением сигнал-шум, равным трём [4]. 

1.2. Статистический анализ 

Для классификации двух видов рака по рамановским спектрам использовались две модели машинного 
обучения: Part Least Squares Discriminant Analysis (PLS-DA) и Principal Component Analysis – Linear Discriminant 
Analysis (PCA-LDA). 

Метод PLS-DA – дискриминантный анализ с методом наименьших квадратов – представляет собой 
двухэтапный алгоритм обработки данных. На первом этапе реализуется процедура снижения размерности 
исходного пространства признаков посредством проекции на латентные структуры (Partial Least Squares), после 
чего на преобразованных данных выполняется построение дискриминантной модели классификации [35]. 

Метод наименьших квадратов (PLS) уменьшает размерность данных. Процедура уменьшения размерности 
основана на синтезе новых обобщенных переменных, формируемых как линейные комбинации исходных 
признаков. В основе метода лежат два ключевых элемента: латентные переменные (счета) – преобразованные 
признаки, количество которых соответствует заданному числу главных компонент; нагрузки – коэффициенты, 
количественно характеризующие вклад каждого исходного признака в формирование новых латентных 
переменных [35 – 38]. 

При работе со спектральными данными, где каждый признак соответствует определенной интенсивности 
спектра, PLS-DA позволяет эффективно сократить размерность задачи, выделить наиболее информативные 
спектральные характеристики, построить устойчивую классификационную модель [39, 40].  

Данная методика особенно эффективна при обработке спектроскопических данных, где традиционные 
методы классификации часто демонстрируют переобучение из-за высокой размерности пространства признаков. 

Большое число признаков, которыми являются интенсивности спектров, должно быть уменьшено с помощью 
метода PLS-DA. На новых данных обучается классификатор. Для правильного обучения классификатора 
необходимо подобрать правильное число признаков (главных компонент), чтобы модель не переобучилась, но 
при этом выдавала максимально возможную точность. Ориентация исключительно на показатель RMSE при 
определении оптимального числа латентных переменных не всегда обеспечивает достоверный результат, что 
подтверждается исследованием [31]. Ограниченность данного подхода может привести к формированию либо 
избыточно сложной модели, склонной к переобучению, либо чрезмерно упрощенной, неспособной выявить 
значимые закономерности. В частности, работа [30] демонстрирует, что использование единственного критерия 
RMSE для оценки погрешности при сокращении количества главных компонент способствует принятию 
ошибочных решений относительно оптимальной размерности модели. 

Более обоснованный подход к определению числа значимых компонент представлен в исследовании [31], где 
применялся комплекс критериев для оценки адекватности обучения модели. Такой методологический аппарат 
позволяет дифференцировать информативные латентные переменные, действительно улучшающие качество 
классификации, от компонент, вносящих преимущественно шумовой вклад и ухудшающих обобщающую 
способность алгоритма. 

Данный подход обеспечивает более надежное определение оптимальной сложности модели, минимизируя 
риск как переобучения, так и недообучения, что особенно важно при работе с многомерными данными, где 
традиционные методы оценки часто оказываются недостаточно эффективными. 
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Метод PCA-LDA состоит из двух методов: PCA (Principal Component Analysis) и LDA (Linear Discriminant 
Analysis). Эти два метода используются по очереди. Сначала происходит уменьшение размерности данных при 
помощи PCA.  

Анализ главных компонент (PCA) – это метод обучения без учителя, который часто используется в сочетании 
с рамановским спектральным анализом. PCA часто используется для уменьшения размеров данных и 
визуализации спектра путем преобразования набора данных в новую систему координат. Несмотря на 
уменьшение размера данных, информация, относящаяся к ним, по-прежнему сохраняется в максимально 
возможной степени. Помимо уменьшения размеров, PCA также можно использовать для извлечения 
характеристик данных [41, 42].  

Затем используется LDA, который будет искать такие линейные комбинации уже новых признаков (главных 
компонент), которые лучше всего разделяют классы, то есть которые максимизируют расстояние между классами 
и минимизируют разброс внутри классов [43]. 

Метод PCA-LDA очень широко используется в медицинских исследованиях, особенно вместе с рамановской 
спектроскопией. Часто применяется в диагностике злокачественных новообразований, как, например, в работах 
[44, 45].  

В работе [46] представлено сравнение методов PLS-DA и PCA-LDA. PLS-DA выигрывает по метрике ROC-
AUC и общей производительности, особенно в рамановской спектроскопии, в рамках которой метод лучше 
справляется с вариабельностью, присутствующей в регистрируемых спектрах. PCA-LDA обеспечивает меньшее 
время вычислений, но уступает в точности при сильных корреляциях, которые наблюдаются для белков и 
липидов при развитии новообразований. 

Для корректного обучения классификатора и возможности оценить его точность данные были поделены на 
тренировочные и тестовые в отношении 80 / 20 %. Разбиение делалось последовательно 10 раз. Из этих десяти 
разбиений считались и анализировались их средние и СКО. Для анализа эффективности классификатора также 
использовалась К-блочная кросс-валидация, т.е. весь датасет делился на К блоков, в данной работе – на десять 
блоков, один из которых использовался для валидации, остальные – для обучения [47 – 49]. Процесс повторялся 
десять раз, причем при каждой итерации менялся блок, выбираемый для валидации. 

2. Результаты и обсуждения 

На рис. 1 представлены усреднённые спектральные профили для двух исследуемых нозологий после 
процедуры предобработки. Сравнительный анализ выявил характерные различия в положении и интенсивности 
ключевых рамановских пиков. 

 
Рис. 1. Усредненные спектры двух видов рака: базалиомы и меланомы 

2.1. Оптимизация параметров PLS-DA и PCA-LDA моделей 

В работе необходимо найти оптимальное число главных компонент для корректного обучения моделей. 
Необходимо посчитать сразу несколько критериев производительности модели классификации для 
тренировочной выборки, тестовой выборки и кросс-валидации и проанализировать динамику их изменения в 
зависимости от числа главных компонент.  

Во-первых, необходимо посчитать корень из среднеквадратичной ошибки (RMSE). Она считается после 
уменьшения размерности в обоих методах, то есть после применения PLS и PCA, которые, по сути, решают 
задачу регрессии. Во-вторых, точность (Accuracy). Она считается после применения вторых частей методов, а 
именно – DA и LDA, то есть непосредственно после применения классификатора. Accuracy показывает долю 
правильно предсказанных моделью объектов. На основании этих критериев можно сделать выводы о том, как 
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ведет себя точность классификации, возникает ли переобучение и при использовании каких компонент. 
Возможно визуальное представление счетов для анализа того, как главные компоненты разделяют два класса 
данных, а нагрузки коррелируют с рамановскими спектрами. Счета хорошо разделяют два класса данных, если 
между образцами разных классов на двумерном графике можно провести разделяющую линию. Нагрузка 
коррелирует с рамановскими спектрами, если в ее графике наблюдаются пики рамановского спектра. Если в 
графике нагрузки значения интенсивности выходят за рамки значений интенсивностей рамановских спектров 
базалиомы и меланомы, то скорее всего это обусловлено шумовой составляющей и такие нагрузки не несут 
полезной информации для обучения моделей. 

Критерии считались для первых десяти главных компонент. Для каждой компоненты критерий считался 
десять раз – каждый раз датасет делился на тренировочную (80 %) и тестовую (20 %) выборки. На графиках ниже 
представлены средние значения этих критериев и их СКО. 

График зависимости RMSE от количества главных компонент модели PLS-DA представлен на рис. 2, а модели 
PCA-LDA – на рис. 3. 

 
Рис. 2. PLS-DA – зависимость RMSE от количества главных компонент с СКО 

 
Рис. 3. PCA-LDA – зависимость RMSE от количества главных компонент с СКО 

Рис. 2 отображает значения СКО. Анализ графика показывает, что с ростом числа главных компонент ошибка 
на тестовой выборке постепенно снижается. Примечательно, что все три кривые (обучение, валидация и тест) 
сходятся в точке, соответствующей десяти компонентам. Это позволяет предположить, что данное количество 
является оптимальным, поскольку обеспечивает согласованность результатов на всех этапах проверки модели. 

В исследовании [50] рассматривался диапазон от 1 до 50 главных компонент. По итогам анализа авторы 
пришли к выводу, что наилучшие показатели в их случае достигаются при использовании шестнадцати 
компонент. Однако этот вывод спорен, так как авторы не учли все критерии, описанные в данной работе в начале 
этого параграфа. 

На рис. 3 не все так однозначно, как на рис. 2. С ростом числа главных компонент ошибки на тренировочной 
и тестовой выборках уменьшаются. Однако начиная с девятой компоненты ошибка тестовой выборки 
увеличивается, а тренировочной – уменьшается, что говорит о переобучении.  

На рис. 4 и 5 представлены точности классификации меланом и базальноклеточного рака на тренировочной и 
тестовой выборках и кросс-валидации для PLS-DA и PCA-LDA соответственно. На рис. 6 и 7 показаны 
результаты точности только одного разбиения данных для PLS-DA и PCA-LDA соответственно. 
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Рис. 4. PLS-DA – средняя зависимость точности от количества главных компонент с СКО 

 
Рис. 5. PCA-LDA – средняя зависимость точности от количества главных компонент с СКО 

 
Рис. 6. PLS-DA – зависимость точности от количества главных компонент одного разбиения 

Как видно из рис. 4, по мере роста количества главных компонент повышается точность модели на обучающей 
выборке. Хотя на третьей компоненте наблюдается некоторое снижение точности по сравнению со второй, это 
не меняет общую тенденцию к увеличению, что подтверждается графиком СКО (рис. 2). На тестовых данных 
точность растет только для первых трех компонент, после чего начинает снижаться. Небольшой прирост в начале 
может быть связан с ограниченным объемом данных, а падение после третьей компоненты указывает на 
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ухудшение обучаемости модели и признаки переобучения. При использовании 9–10 компонент модель достигает 
100 % точности на обучающей выборке, однако на тестовых данных результаты остаются низкими. Согласно 
кросс-валидации, наилучшая точность достигается при трех компонентах, а дальнейшее увеличение их числа, 
несмотря на рост точности обучения, приводит к снижению обобщающей способности, что также подтверждает 
переобучение. 

 
Рис. 7. PCA-LDA – зависимость точности от количества главных компонент одного разбиения 

Рассмотрим также рис. 5. Точность тренировочной выборки растет по мере роста числа главных компонент. 
Точность тестовой выборки растет, однако начинает уменьшаться с восьмой компоненты при росте точности 
тренировочной. 

Попарные графики счетов и нагрузок полученной PLS-DA модели представлены на рис. 8а – к. Из этих 
графиков видно, что только первые три нагрузки на рис. 8б и г хорошо коррелируют с рамановскими пиками. 
Начиная с четвертой главной компоненты, нагрузки отражают шумовые составляющие. И, наконец, эффективное 
разделение классов наблюдается лишь для первых двух компонент на рис. 8а. Рис. 9а – к показывает счета и 
нагрузки для PCA-LDA.  

Из этих графиков видно, что только первые три нагрузки на рис. 9б и г хорошо коррелируют с рамановскими 
спектрами. А счетами, хорошо разделяющими два класса данных, являются только первые два, показанные на рис. 9а. 

Таким образом, и для модели PLS-DA, и для модели PCA-LDA оптимальным числом главных компонент 
являются две компоненты. Представленные модели машинного обучения корректно работают на малых 
выборках данных именно при таких количествах главных компонент.  

Данная работа показывает, что для правильного обучения модели на малой выборке не нужно брать большое 
число компонент, иначе это приведет к переобучению модели и, соответственно, к ошибкам предсказания. 

Заключение 

Проведённое исследование позволило разработать методику построения устойчивого классификатора для 
дифференциальной диагностики злокачественных поражений кожи по рамановским спектрам. Комплексный 
анализ показал, что для данной задачи с малой выборкой данных обе модели необходимо обучать с двумя 
главными компонентами. Использование большего числа переменных приводит к снижению обобщающей 
способности модели, увеличению дисперсии предсказаний и доминированию шумовых составляющих в 
нагрузках. 

Полученные результаты имеют важное значение для разработки автоматизированных систем диагностики, 
основанных на методах оптической спектроскопии, а также решают важную проблему переобучения моделей, 
обученных на малых выборках данных, тем, что осуществляется более детальная проверка обучаемости модели 
в виде подсчета RMSE, точности Accuracy и визуализации счетов и нагрузок моделей. 
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нагрузки LV3 и LV4, (д) счета LV5 и LV6, (е) нагрузки LV5 и LV6, (ж) счета LV7 и LV8, (з) нагрузки LV7 и LV8, (и) счета LV9 
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Abstract  

Modern medical diagnostics actively implements optical spectroscopy methods, among which 
Raman spectroscopy occupies a special place. This technology demonstrates exceptional sensitivity 
to the smallest molecular changes in biological tissues, which makes it a promising tool for non-
invasive detection of malignant skin tumors. In research practice, machine learning algorithms are 
widely used to process spectral data, but their implementation often does not take into account the 
specifics of spectroscopic information, which leads to the creation of overfitted "black-box" models.  

This study presents a method for training a classifier on a small data sample, which guarantees 
its stability and high prediction accuracy. The presented work considers a method for constructing 
a classifier based on two methods: PLS-DA (Least Squares Discriminant Analysis) and PCA-LDA 
(Principal Component Analysis - Linear Discriminant Analysis), trained on a limited sample of 
Raman spectra. The study focuses on differentiating two most common types of malignant skin 
lesions - basal cell carcinoma and melanoma. A comprehensive analysis, including mean square 
error estimation, cross-validation procedures, visualization of scores and loadings, and calculation 
of classification accuracy, allowed us to determine the optimal complexity of models and the optimal 
number of their principal components for robust classifier prediction. 
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Linear Discriminant Analysis, principal components, overfitting of machine learning models, 
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